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Deepseek-r1等大模型的火爆标志着本地部署大模型的需求日益增长。我们将探讨

如何优化本地部署大模型的性能，并结合我们的实践进行评测分析。同时，我们还

将分享如何在本地高效部署完整版本的Deepseek-r1大模型。

优化方法大多来源于开源社区，但我们希望大家能更多关注这些优化背后的思路。

背景



吞吐量

• 传统上，我们用每秒请求数（QPS）来衡量吞吐量，即系统每秒能够处理多少请求。

• 大模型有一个重要指标——每秒Token数（tokens/s），它反映了系统每秒能处理的

输入或输出Token数量。

响应时间

• 系统处理每个请求所需的时间。

• 大模型有一个指标——首个Token到达时间（TTFT: Time To First Token），即从开

始处理请求到输出第一个Token所需的时间。

背景
大模型推理性能的两个关键指标



性能足够高

• CPU与

GPU分

离设计

扩展性好

• 模块高内

聚低耦合

如何设计高性能的大模型推理引擎



1. 在传统的Python多线程环境中，CPU密集型任
务与GPU任务会争夺GIL，导致GPU利用率低和
高并发场景下响应速度差。

2. CPU与GPU分离解决了Python中全局解释器锁
（GIL）带来的性能瓶颈问题。

3. 通过分离CPU与GPU，避免了GIL竞争，从而提
升了GPU任务的执行效率和系统性能。

CPU与GPU分离设计

解决Python GIL锁带来的问题

如何设计高性能的大模型推理引擎



推理服务框架类型 QPS 耗时 GPU使用率

单进程设计(GPU与GPU任务
分布多个线程)

4.5 1.05s 2%

CPU与GPU多进程分离设计 27.43 437ms 12%

CPU与GPU分离设计
性能提升

如何设计高性能的大模型推理引擎



CPU与GPU分离设计
性能提升

如何设计高性能的大模型推理引擎



扩展性好的架构

如何设计高性能的大模型推理引擎



扩展性好的架构-sglang

sglang进程层面管理类

如何设计高性能的大模型推理引擎



KV-Cache带来显存碎片问题

1. 大 部 分 推 理 过 程 都 涉 及 注 意 力 计 算

（Attention）

2. 每 次 计 算 都需 要 申 请 并 使 用 一个 名 为 

kvcache 的缓存。

3. 随着请求的不断增加，kvcache 的大小与

数量会逐步上升，而且它会被频繁地被申

请和释放。

4. 如果不对 kvcache 使用的 GPU 显存进行

有效管理，显存碎片将大量累积，最终可

能导致系统性能下降甚至崩溃。

解决显存碎片问题，大幅提升吞吐—Paged Attention



Paged Attention工作原理

解决显存碎片问题，大幅提升吞吐—Paged Attention



解决显存碎片问题，大幅提升吞吐—Paged Attention
性能提升

与 HuggingFace Transformers 相比，吞吐量可提升至 24 倍；与 HuggingFace TGI 相比，提升可达 3.5 倍。

图片来自 vLLM: Easy, Fast, and Cheap LLM Serving with PagedAttention



Show Code
KVCache实现 注意力计算使用KVCache

解决显存碎片问题，大幅提升吞吐—Paged Attention



这些场景还可以优化

图片来自 Fast and Expressive LLM Inference with RadixAttention and SGLang

上图中可共享部分场景包括少量示例学习、自我一致性中的问题、多轮对话中的聊天历史，以及思维树中的搜索历史。在这些场景中，
每次请求都会重复计算这些Prompt中可共享的部分，这些会造成大量的计算资源浪费。

有没有办法将这些重复部分的计算结果(KV Cache)缓存起来，下次请求时直接使用呢？

缓存之前请求的计算结果，减少重复计算—Radix Attention



工作原理/一个例子

1.初始状态：基数树最初为空。

2.第一场聊天开始：用户发送“你好！”，助手回复“你好！”，系统提示、
用户消息和助手回复被合并为基数树中的一条边，连接到新节点。

3.第一场聊天继续：同一会话中收到新消息，服务器在基数树中找到已有前缀
并重用其KV缓存，新消息作为新节点附加到树上。

4.第二场聊天开始：另一个用户开始新的聊天会话，服务器分割现有节点，使
两个会话共享公共前缀和KV缓存。

5.第二场聊天继续并进行淘汰：第二场聊天继续，因内存限制，第一场聊天中
最少近期使用的节点被淘汰释放空间，新消息在共享节点后添加到树上。

6.处理少样本学习查询：服务器收到不与现有节点共享前缀的少样本学习请求，
根节点被分割以容纳新序列，请求作为单独分支插入树中。

7.处理一批少样本学习查询：收到一批共享相同少样本示例的查询，分割第六
步的节点以在这些查询间实现KV缓存共享，最大化重用并减少冗余计算。

8.第一场聊天继续并进行淘汰：第一场聊天继续，基于最近最少使用（LRU）
策略，淘汰第二场聊天的节点以高效管理内存。

9.自一致性采样并进行淘汰：服务器收到生成多个答案的请求，为自一致性目
的，按照LRU策略淘汰较不重要的节点以为新请求分配内存。 

图片来自[5] Fast and Expressive LLM Inference with RadixAttention and SGLang

缓存之前请求的计算结果，减少重复计算—Radix Attention



性能提升
SGLang给出的Radix Attention性能对比效果，与当前系统相比，SGLang吞吐提升了5倍以上。

图片来自[5] Fast and Expressive LLM Inference with RadixAttention and SGLang

缓存之前请求的计算结果，减少重复计算—Radix Attention



缓存之前请求的计算结果，减少重复计算—Radix Attention

Show Code
RadixCache定义 TreeNode节点定义



请求分块处理，避免单个请求卡顿—Chunked Prefill

某个请求耗时过长

在将大模型应用于生产环境时，我们有时会遇到一
种奇怪的现象：

某个请求的响应时间（RT）异常长，甚至出现卡顿，
而系统的平均响应时间却依然正常。这是什么原因
导致的呢？又如何解决呢？



Prefill与Decode

假设我们输入了一个包含 1000 个 token 的 prompt，并希望模型生成 100 个 token 的响应。

1.Prefill 阶段

系统首先对这 1000 个 token 进行并行推理，这一步骤可以充分利用 GPU 的并行计算能力。

2.Decode 阶段

随后，系统会逐个生成后续的 100 个 token。由于每个新生成的 token 都依赖于之前的输出，因此这一阶段必须按顺序逐个生成。

请求分块处理，避免单个请求卡顿—Chunked Prefill



概念

图片来自 Taming Throughput-Latency Tradeoff in LLM Inference with Sarathi-Serve vLLM @ Fourth Meetup (Public) 

请求分块处理，避免单个请求卡顿—Chunked Prefill



性能提升

开启chunked prefill后，在高并发QPS下，平均RT提升了2倍。

图片来自 Taming Throughput-Latency Tradeoff in LLM Inference with Sarathi-Serve vLLM @ Fourth Meetup (Public)

请求分块处理，避免单个请求卡顿—Chunked Prefill



性能对比

场景 RT QPS

单卡大模型推理 3s 1.2

双卡大模型推理 1.7s 2.4

推理中单卡变双卡可以显著提升大模型推理速度与QPS。

那为什么多卡可以提升大模型的推理速度呢？

主要原因多卡推理的优化是通过 张量并行(tensor parallelism)实现的。

使用多卡推理，推理速度翻倍



张量并行

假设你将 tensor parallel 设置为 2，意味着使用两
张 GPU 来加速推理。在模型加载时，推理引擎会将
大模型的 attention 参数的数量分为两组，分别加载
到每张 GPU 上。然后，在推理过程中，两个 GPU 
会并行计算注意力，最后再将结果聚合合并。

使用多卡推理，推理速度翻倍



张量并行-show code

1. 这个是qwen2大模型的加载逻辑，

2. 对于多头注意力机制，会依据GPU卡数
对heads进行拆分。

3. 对应的KVCache也会基于GPU卡数进行
拆分。

使用多卡推理，推理速度翻倍



工作原理

预测解码的加速技术备受关注，它能够在特定条件下显著提升大型模型（如72B大模型）的推理速度。

小模型推理+大模型验证 — 预测解码



实验效果

推理方法 RT

70B大模型 11S

70B大模型+7B小模型 预
测解码

2.8S

对比效果

训练：一个7B的

小模型

预测解码：70B大

模型+7B小模型

小模型推理+大模型验证 — 预测解码



show code
使用大模型+小模型的方式

使用n-gram的方式

sglang预测解码相关代码

小模型推理+大模型验证 — 预测解码



工作原理

来自：https://nvidia.github.io/TensorRT-LLM/advanced/expert-parallelism.html

Tensor并行将每个专家的权重平均分配到不同的GPU上，每个GPU持有所有专家的部分权重；

专家并行则将部分专家的完整权重分配给不同的GPU，每个GPU仅持有特定专家的完整权重。

DeepSeek：专家并行 VS Tensor并行



工作原理

对于MOE结构的大模型来说，Tensor并行，每个token都需要经过所有GPU的计算，最后在聚合。

但是专家并行只需要部分GPU计算，可以避免大量的GPU聚合通信。

DeepSeek：专家并行 VS Tensor并行



效果

来自：https://github.com/sgl-project/sglang/pull/2203

Prefill phase

Decode phase

来自：https://github.com/sgl-project/sglang/pull/2203

DeepSeek：专家并行 VS Tensor并行



Show Code

MOE：专家并行 MOE：Tensor并行

DeepSeek：专家并行 VS Tensor并行



工作原理

通过优化解码阶段，将1-token生成转为multi-token生成，在训练时一次生成多个token，
在推理时一次预测多个token，实现推理加速。

训练阶段

• 将1-token生成

转为multi-

token生成。

推理阶段

• 一次预测多个

token，实现推理

加速。

DeepSeek：MTP与推测解码



MTP结构

来自：https://arxiv.org/pdf/2412.19437

DeepSeek：MTP与推测解码



Show Code

DeepSeek-NextN模型
DeepSeek-NextN Model Code

DeepSeek：MTP与推测解码



Show Code

SGLang预测解码

命令配置

python3 -m sglang.launch_server 
--model deepseek-ai/DeepSeek-R1 
--speculative-algo EAGLE 
--speculative-draft lmsys/DeepSeek-R1-NextN 
--speculative-num-steps 2 
--speculative-eagle-topk 4 
--speculative-num-draft-tokens 4 
--trust-remote 
--tp 8

DeepSeek：MTP与推测解码



性能提升

Config 并发 首token延迟(输入1k/2k) 平均tokens/s

Triton-backend 1 354ms/412ms 23.85

MTP: NextN 1 298ms/393ms 47.14

开启了MTP+预测解码后，在并发1的情况下，吞吐提升了接近1倍。

DeepSeek：MTP与推测解码



单机部署

硬件配置 8*H20*96G

启动命名 python3 -m sglang.launch_server
    --tp 8 --enable-p2p-check --host 0.0.0.0 --port 5000 --trust-remote-code 
    --model-path /opt/deepseek/models/download/DeepSeek-V3 
    --max-running-requests 128 
    --context-length 32768 
    --mem-fraction-static 0.9 
    --enable-torch-compile

上下文长度 32K

最大tokens
(10并发)

270 tokens/s

DeepSeek：单机部署与双机部署



双机部署

硬件配置 2*8*A100*80G

上下文长度 128K

最大tokens
(16并发)

210 tokens/s

最大tokens
(16并发)
(IB网络）

280 tokens/s

IB网络，节点间双卡带宽可以达到12GB/s

Master

Worker

DeepSeek：单机部署与双机部署



一键发起微调训练与推理部署

• 选择大模型，基于之前提到的大模型选择原则，在大型模型平台上选择您需要的大模型。

• 上传训练数据，按照上述数据准备方法，将您准备好的数据上传到大型模型平台。

• 配置训练参数，通常情况下，选择默认配置参数，如Lora，即可。这些参数通常经过优化以获得最佳的训练效果可。

• 训练，点击相应按钮，启动训练过程。大型模型平台将自动处理训练任务，以便您专注于业务应用的开发和部署。

• 一键部署，训练后，业务方可以点击按钮，一键部署，发布到生产环境。

• 效果体验，部署后，业务方可以快速训练体验效果。

大模型训练平台



大模型训练平台
兼容任意训练框架

• 用户上传数据与大模型。

• 用户选择训练框架，比如llama-factory或unsloth。

• 配置训练参数，即可开始训练。

• 主要解决不同框架支持不同的训练方法的问题。



业务方训练数据如何来

大模型训练平台



利用多Lora方式部署

传统部署方式

大模型训练平台



利用多Lora方式部署

大模型训练平台



利用空闲资源部署通用大模型

大模型训练平台

• 在线需求由基础保障资源提供

• 离线或刷数据需求，可以由朝夕调度空闲资源提供
支持。



总结与展望

• 大模型推理加速技巧：介绍了Paged Attention、Radix Attention、chunked prefill、

多卡并行等方法。

• 验证与操作：展示了相关加速方法的验证结果与操作步骤。

• Deepseek-r1部署方法：分享了最近火爆的Deepseek-r1大模型高效部署方法，并鼓励

大家尝试。

• 优化思路：重点关注大模型推理优化背后的思路。







扫码领取会议PPT资料

感谢聆听！
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