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单一舟
华为云架构与技术创新部架构师

华为云架设部架构师, 博士毕业于加州大学圣地亚哥分校. 研究方向围绕提

升数据中心基础设施性价比, 包括大模型推理系统, 分离式内存, 大规模分

布式存储系统等. 在华为云主导云存储硬件卸载项目和Serverless大模型

推理项目. 在顶级学术会议发表论文20+, 研究曾获得OSDI 2018,

SYSTOR 2019, FPAG 2024 Runner Up最佳论文.



“1000个哈姆雷特” “快了”

关于通用人工智能的两个”事实”



走向AGI的三个简单步骤

训练 对齐 推理

训练出高质量模型 是开始 如何大规模低成本高性能推理是 关键

本次Talk重点



LLM
Model Serving

LLM
Agent Serving

Outline

1. 整体介绍 / CAP理论
2. LLM Model Serving
3. LLM Agent Serving
4. 总结



数据中心如何部署推理系统? 

推理请求
服务端

客户端

LLM Model Serving 集群

大规模AI集群
GPU/NPU加速卡
(千卡~万卡集群)

LLM Agent Serving 集群

普通
服务器



推理系统有什么挑战?  我们总结为 CAP Principle 

Context

Accuracy PerformanceAP

CA CP

Model Memory
Positional Embedding

Found-in-
the-middle

Sparsity
Quantization

Model Pruning
Distributed Accl.

Prompt PruningAgent Memory长度 (Context)
精度 (Accuracy)
性能 (Perf)

最大的挑战: 推理系统要优化三个目标, 

但这三个目标冲突不自恰!

*目前业界推理优化都能映射到CAP,
但没有一个CAP自恰的优化

*受经典的分布式系统CAP原则启发



LLM
Model Serving

LLM
Agent Serving

Outline

1. 介绍
2. LLM Model Serving
3. LLM Agent Serving
4. 未来



LLM Model Serving 核心指标是什么? 性价比

“我能跑推理”
（小规模, 单租, 高成本）

规模

成本

“我能卖推理”
（大规模、多租、低成本）

10~100倍
性价比差距*

GPT-4

$60
/MToken

$15
/MToken

GPT-4o GPT-3.5

$1.5
/MToken

https://www.deepseek.com/

从能跑到能卖有GAP 性价比是推理的核心竞争力

https://www.deepseek.com/


提升Model Serving性价比挑战是什么? 模型架构与芯片架
构的冲突

Transformer大模型

AI 芯片

+

芯片存算比 芯片容算比 芯片连算比

大模型
全量计算

算力和带宽
不匹配

算力和容量
不匹配

算力和网络
不匹配

大模型
增量计算

大模型
组合计算

+ + +

算力瓶颈 内存瓶颈 调度瓶颈

PD
合一

全量
Only

增量
Only

cache
PD
合一

全量
Only

增量
Only

cache

异构实例, 有状态推理

1 2 3



以存代算, 缓解大模型全量推理的算力瓶颈, 降低首字时延, 
提升用户体验

GPU

AI Core

CPU DRAM

Prefix KV $

Prefix KV $

Prefix KV $

Engine Scheduler

推理引擎

Cache Manager

Req

lookup

Index

Read/Write

AI服务器

HBM
Prefix KV $

Prefix KV $

Prefix KV $

Prefix KV $

解决的问题: 在许多应用场景, 用户Prompt存在大量重复前缀, 

因此大模型全量计算时会存在大量的重复计算, 导致首字时延高 

(time-to-firs-token). 

多轮对话/RAG/Multi-Agent等大模型应用

解决的思路: 将推理过程中产生的临时数据 (KV Cache)缓存起

来, 在用户下一次调用推理时检索是否有缓存的数据, 若有, 则无

需计算直接使用已有的缓存, 加速TTFT.

实现和效果: 实现的实体是Cache Manager (CM), CM内部有

一颗索引树, 管理HBM和DRAM空间, 等功能

某语音助手推理场景
降低首字时延 >60%

时延（s）

无缓存

有缓存

介绍 架构

相关工作: SGLang, Pensieve



分离式内存弹性伸缩, 解决大模型推理的内存墙, 降低推理集
群成本

GPU
NPUGPU

GPU

GPU
NPUGPU

GPU

CPU DRAM

AI服务器

GPU
NPUGPU

NPU

GPU
NPUGPU

NPU

CPU DRAM

AI服务器

GPU
NPUGPU

GPU

GPU
NPUGPU

GPU

CPU DRAM

AI服务器

GPU
NPUGPU

NPU

GPU
NPUGPU

NPU

CPU DRAM

AI服务器

Disaggregated Memory (分离式内存)

KV $
Index Data

(Replicated)

KV $

KV $ KV $

解决的问题: (1) 大语言模型在推理过程中会产生大量的

缓存数据; (2) 推理服务器会配置大量内存, 但内存利用

率不高, 资源浪费; (3) 数据无容错, 节点故障需重启推理.

解决的思路: Consolidate over Static-Provisioning, 

把内存池化拉远, 形成分离式内存, 解决资源的弹性/利

用率/容错等问题.

实现和效果: 构建一个分离式内存池, AI服务器与分离

式内存池直通, 通过高速网络 (700~900GB/s带宽)互

联. 分离式内存保存索引, 数据以及其副本. 预定在5%

性能下降的前提下节省40%内存 , 提升性价比1.6x

介绍 架构

相关工作: 无系统工作, 硬件趋势见GH200



资源感知调度, 缓解大模型推理的调度墙, 提升推理集群利用率

解决的问题: 大模型推理的全量和增量阶段呈现迥然的

资源需求, 一个是计算密集一个是带宽密集, 因此对内存

和算力的需求不同.

解决的思路: 全量和增量分离, 叠加上分布式调度, 集群

二级调度, 提升集群的资源利用率.

实现和效果: 全量和增量分别部署, 增量可根据负载伸

缩. 从实测看, PD分离架构适用于Prompt短Decode长

的负载, 能提升约2x性价比.

介绍 架构

LLM Model

Prefill-Only 引擎

Chunked 
Prefill

Cost
Model

元数据

数据Prefilled
Key Cache

Prefilled
Value Cache

LLM Model

Decode-Only 引擎

Decode Scheduler

Prefilled Key $

Prefilled Value $
Decode

KV $

LLM Model

Decode-Only 引擎

Decode Scheduler

Prefilled Key $

Prefilled Value $
Decode

KV $

LLM Model

Decode-Only 引擎

Decode Scheduler

Prefilled Key $

Prefilled Value $
Decode

KV $

Global
Scheduler

Request
Scheduler

Cluster
Monitor

计算密集型 带宽密集型

相关工作: TetriServe, DistServe, Splitwise等.



Put it together

Transformer

AI 芯片

+

大模型推理

算力瓶颈

内存瓶颈

调度瓶颈

1

2

3

负载和硬件间的冲突

GPU
NPUGPU

GPU

GPU
NPUGPU

GPU

CPU DRAM

AI服务器

GPU
NPUGPU

NPU

GPU
NPUGPU

NPU

CPU DRAM

AI服务器 (Prefill)

GPU
NPUGPU

GPU

GPU
NPUGPU

GPU

CPU DRAM

AI服务器

GPU
NPUGPU

NPU

GPU
NPUGPU

NPU

CPU DRAM

AI服务器 (Decode)

Disaggregated Memory (分离式内存)
KV $

Index Data
(Replicated)

KV $

KV $ KV $

Global
Scheduler

Request
Scheduler

Cluster
Monitor

Prefix KV $ 1

2

3

整系统解决方案



LLM
Model Serving

LLM
Agent Serving

Outline

1. 介绍
2. LLM Model Serving
3. LLM Agent Serving
4. 未来



Model层有大量
数据面和调度层优
化, 成熟度高

N次

人为编排

Model
Serving

L2

Ø Gemini CoT@32
Ø AlphaCode 1 mil calls

解决模型单次
调用精度问题

L4

Model Serving

N次

模型编排 Data
Source

Retrieve
N次

ReRank
ReRank
N次

miscN次

Query
Rewrite

N次

Ø Advanced RAG
Ø NL2SQL

Agent/Tool

进一步提升模型准
确性, 可相信度等

Agent

N次 N次

RAGTool

Model Serving

Agent Agent

PicTool

RAGTool

PicTool

N次 N次

L5

Ø SOTA Chat
Ø ChatDev

Plan Plan
N次

解决更复杂任务带来
的精度和准确性要求

Agent架构演进主要
是提升LLM应用处理
复杂任务时的精度.

(追求精度但忽略了成本)

Compound AI System

AI应用体系架构趋势: 从Single-LLM走向了Compound AI System
L3

人为编排 Vector
DB

Retrieve
1次

Model Serving

N次

Ø Naïve RAG Chat
Ø Naïve Assistant

Agent/Tool

解决模型精度, 
幻觉等问题

L1

Model
Serving

1次

Ø Chat

Single-LLM



Multi-Agent

LLM

Compound AI System

RAG

Structured Prompting

SQL Query Generation

Chatbot Verification

Multi-Hop Q&A

…

Use Cases

LLM

Single-LLM

Single-LLM

LLM

Single-Agent

AI应用体系架构趋势: 
从Single-LLM走向了Compound AI System



Multi-Agent

LLM

Compound AI System

RAG

Structured Prompting

SQL Query Generation

Chatbot Verification

Multi-Hop Q&A

…

Use Cases

LLM

Single-LLM

Single-LLM

LLM

Single-Agent

AI应用体系架构趋势: 
从Single-LLM走向了Compound AI System



2022~2024年初, AI应用重点在
于提升精度, 从而引入了以Agent
为中心的复合AI应用.

复合AI应用提升了精度, 但引入了

成本和性能挑战.

2022年至今, LLM推理专注于提
升性价比, 整体成本以下降80%左
右(参考GPT价格变化).



推理请求

分布式集群
AI加速卡

LLM Model Serving 集群

Agent Serving System面临什么挑战?

外部存储 LLM Agent Serving集群

普通
服务器

Agent 2
Agent 3

Agent 1
Retrieve Permanent
Memory & Knowledge

Retrieve
Permanent Knowledge

1

挑战 描述

1 Server
静态资源配置挑战

使用静态资源运行AI Agents, 会
Over-Provision, 带来成本问题.

2 Storage
持久化数据访问挑战

Agents多次访问持久化存储的外
部知识和Memory, 存在时延和带
宽挑战.

3 Scheduling
数据流转挑战

Multi-Agent协同有大量数据传
递, 存在数据流转开销挑战.

核心: 提升精度的同时, 引入了很多系
统组件和流程, 以及大量的数据流转, 
从而引入成本/性能挑战.

Docs

Models

2

3 SSS挑战



如何提升Agent Serving System的性价比? 数据中心提性价
比之Serverless

分布式集群
AI加速卡

LLM Model Serving 集群

外部存储 LLM Agent Serving集群

Docs

Models

挑战 解决思路

1 Server
静态资源配置挑战 Agent/Tool执行Serverless化

2 Storage
持久化数据访问挑战

3 Scheduling
数据流转挑战

应对SSS挑战 - Serverless

Serverless Runtime

Serverless函数, 按需调度拉起

将Agent/Tool等Serverless化,
降低Agent Serving成本



如何提升Agent Serving System的性价比? 数据中心提性价
比之Disaggregation

分布式集群
AI加速卡

LLM Model Serving 集群

外部存储 LLM Agent Serving集群

Docs

Models

Serverless Runtime

Disaggregated Agent Memory

应对SSS挑战 - Disaggregation

Knowledge缓存 Memory缓存 Tool结果缓存

Serverless函数, 按需调度拉起
挑战 解决思路

1 Server
静态资源配置挑战 Agent/Tool执行Serverless化

2 Storage
持久化数据访问挑战

分离式Agent Memory缓存
3 Scheduling

数据流转挑战

将Agent状态做池化统一管理,
让Agent/Tool更加弹性



Serverless  + Disaggregation for Agent
属于提升P的工作

Agent Memory Prompt Compression



LLM
Model Serving

LLM
Agent Serving

Outline

- 介绍
- LLM Model Serving
- LLM Agent Serving
- 总结



AGI三步骤
推理很重要

推理有挑战, 平衡
长度/精度/性能

LLM Agent Serving 集群

Serverless Agent
Disaggregate 内存

回顾

分布式集群
AI加速卡

LLM Model Serving 集群

Caching Disaggregated-Mem  & PD

Global Scheduling



以终为始, 基于CAP原则, 构建产业需要的通用人工智能
Serving平台

Context

Accuracy PerformanceAP

CA CP

Model Memory
Positional Embedding

Found-in-
the-middle

Sparsity
Quantization

Distributed Accl.

Prompt PruningAgent Memory 在大规模场景下, 通过Agent系统与模

型系统的整合优化, 打造最佳性价比的

AI Serving Infra for AGI





THANKS 


